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Анотація. У статті розглянуто використання методів машинного навчання, зокрема лінійної регресії, для

розв’язування задач прогнозування. Основну увагу приділено розробці, навчанню та оцінці моделей лінійної
регресії на прикладі набору даних, що містить показники про рівень щастя населення країн світу залежно від їх
соціально-економічних показників. Робота демонструє етапи побудови моделі: від вибору початкових даних,
попереднього опрацювання набору даних до візуалізації одержаних результатів за допомогою засобів мови
програмування Python та її бібліотек. У дослідженні акцентовано увагу на ключових етапах, таких як
масштабування ознак, розподіл даних на тренувальну і тестову вибірки, а також використання основних
метрик для оцінки якості прогнозуючих моделей, серед яких MSE, RMSE, MAE та коефіцієнт детермінації R².
Наведено порівняння точності моделі на тренувальних та тестових наборах даних, що дозволило оцінити її
здатність до узагальнення.

Результати дослідження підтверджують, що методи масштабування, зокрема нормалізація та
стандартизація, значно покращують продуктивність регресійних моделей, а використання бібліотеки sklearn
забезпечує інтуїтивність і простоту реалізації. У статті також розглянуто особливості та обмеження
методів, зокрема, їхню чутливість до якості вхідних даних та необхідність обробки викидів. У висновках
підкреслено універсальність лінійної регресії як методу для аналізу та виявлення причинно-наслідкових зв’язків
на основі залежностей між змінними та значення попереднього аналізу даних і оптимізації моделей для
підвищення точності прогнозів, застосування методів подальшого узагальнення даних. Стаття ілюструє
можливості застосування методів машинного навчання на основі лінійної регресії для розв’язування практичних
задач у різних галузях людської діяльності.

Abstract. The article examines the use of machine learning methods, particularly linear regression, for solving
forecasting problems. The main focus is on the development, training, and evaluation of linear regression models using
a dataset containing indicators of the happiness levels of populations in various countries, depending on their socio-
economic characteristics. The study demonstrates the stages of model construction: from selecting initial data,
preprocessing the dataset, to visualizing the obtained results using Python programming language and its libraries. The
research highlights key stages, such as feature scaling, splitting data into training and test subsets, and using primary
metrics to evaluate the quality of predictive models, including MSE, RMSE, MAE, and the coefficient of determination
R². A comparison of model accuracy on training and test datasets is presented, allowing the assessment of the model's
generalization ability.

The findings confirm that scaling methods, particularly normalization and standardization, significantly enhance the
performance of regression models, while the use of the sklearn library ensures intuitive and straightforward
implementation. The article also discusses the features and limitations of these methods, including their sensitivity to
input data quality and the necessity of handling outliers. The conclusions emphasize the versatility of linear regression
as a method for analyzing and identifying cause-and-effect relationships based on dependencies between variables, as
well as the importance of preliminary data analysis and model optimization to improve prediction accuracy and apply
further data generalization methods. The article illustrates the potential of machine learning methods based on linear
regression for solving practical problems in various fields of human activity.

Keywords: forecasting problem, linear regression, metrics for assessing the quality of a regression model, feature
scaling, sklearn library.
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Вступ
Машинне навчання має на меті розробку моделей, здатних робити прогнози на основі аналізу даних. Однією

з фундаментальних задач у цій сфері є задача прогнозування. Якщо цільова змінна 𝑦, яку необхідно передбачити,
є неперервною, то така проблема належить до категорії регресії. Неперервна змінна – це величина, яка може
набувати довільного значення на певному проміжку. Вона характеризується тим, що її значення не обмежуються
окремими дискретними числами, а можуть набувати дробових значень.

Наприклад, неперервними змінними є вартість нерухомості або оренди квартир, яка може бути будь-яким
числом у певному діапазоні ($1500.75, $2200.10 тощо), середньодобова температура, яка може бути виражена як
цілим так і дробовим числом. Зокрема, в задачах прогнозування вартості житла вхідною є числова ознака – площа
квартири, а цільова змінна – ціна оренди, є неперервною змінною і її можна моделювати лінійною регресією.

Аналіз літературних даних і постановка проблеми. Сучасний розвиток машинного навчання значно
розширив можливості для аналізу та прогнозування даних у різних галузях, зокрема, методи регресії для
побудови моделей прогнозування набувають широкого використовуються завдяки їхній простоті та
інтерпретованості. В дослідженнях [1-3] розглядають лінійну регресію як метод машинного навчання, що
використовується для прогнозування та з’ясування причинно-наслідкових залежностей у даних, а також
висвітлюють теоретичні основи застосування методів регресії для побудови моделей машинного навчання. В
праці [4] зазначається необхідність попереднього аналізу даних, застосування масштабування ознак для
покращення результатів моделі лінійної регресії. Автори роботи [5] звертають увагу на дослідження якості
побудованої моделі та її оцінювання за допомогою метрик.

Ефективне застосування методів регресії у реальних задачах залежить від правильної організації процесу
аналізу даних, вибору підходів та інструментів. Відсутність стандартизованих рекомендацій щодо використання
методів та інструментів у різних контекстах ускладнює їх адаптацію до конкретних потреб. Крім того, якість
вхідних даних, процес їх підготовки та обробки часто стають критичними факторами, які впливають на
результати аналізу.

Мета і завдання дослідження полягають у виконанні моделювання на основі методу лінійної регресії та
оцінці моделей машинного навчання за допомогою статистичних метрик та засобів мови програмування Python.

1. Поняття про лінійну регресію
Коли величина, яку передбачають (𝑦), є неперервною, таку проблему називають регресією. Коли ж y може

набувати лише невелику кількість визначених дискретних значень або категоріальних, таку проблему називають
класифікацією.

Лінійна регресія – це базовий, але потужний метод, що належить до методів машинного навчання, зокрема
навчання з учителем (supervised learning) та дозволяє моделювати залежності між вхідними ознаками і цільовою
змінною [2].

Нехай маємо тренувальну вибірку (training set), що складається з 𝑛 ознак (features): 𝑋: {𝑥1,𝑥2, …, 𝑥𝑛} і цільової
змінної (target variable) 𝑌. Мета – навчити таку функцію ℎ : 𝑋 →  𝑌, що ℎ(𝑥) зможе «достатньо добре» оцінити
відповідні значення 𝑦 (див. рис. 1) [2].

Training set

Learningalgorithm

𝒉 Predicted 𝒚𝒙

Рис. 1 – Модель задачі прогнозування
Fig. 1 – Forecasting problem model

Лінійна регресія використовує математичну функцію, яка моделює лінійну залежність між вхідними даними
𝑥 та цільовою змінною 𝑦. Тобто, якщо в нас тільки одна змінна, то це буде одновимірна лінійна регресія (univariate
linear regression) і функція гіпотези ℎ – лінійна функція ℎ 𝑥 = 𝑎0 + 𝑎1𝑥, де 𝑥 – єдина вхідна ознака, а 𝑎0, 𝑎1 –
параметри моделі (ваги).

У випадку, коли маємо дві або більше ознак (змінних), то маємо багатовимірну лінійну регресію (multivariate
linear regression): ℎ 𝑥 = 𝑎0 + 𝑎1𝑥1 + 𝑎2𝑥2 +⋯+ 𝑎𝑛𝑥𝑛 або у векторній формі ℎ 𝑥 =∑𝑛

𝑖=0 𝑎 𝑖𝑥 𝑖 = 𝐴𝑇𝑋, де 𝐴 – вектор
параметрів, 𝑋 – вектор ознак.

Ціль лінійної регресії – знайти такі параметри 𝐴, які мінімізують різницю між прогнозованими значеннями
ℎ 𝑥 та реальними значеннями 𝑦.

Щоб оцінити, наскільки добре модель передбачає результати, використовують функцію витрат (cost function).
Однією з найпоширеніших є функція середньоквадратичної похибки:
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𝐽 𝐴 = 1
2𝑚∑𝑚

𝑖=1 (ℎ𝐴 𝑥 𝑖 − 𝑦 𝑖)2, (1)
де 𝐴 – коефіцієнти функції гіпотези ℎ𝐴 𝑥 , ℎ𝐴 𝑥𝑖 – передбачене значення цільової змінної 𝑦 для і-го екземпляру
даних, 𝑚 – величина набору даних (кількість рядків).

Функція витрат показує середню величину відхилення між прогнозами моделі та фактичними значеннями.
Мета алгоритму навчання – мінімізувати 𝐽 𝐴 , щоб зробити модель якомога точнішою.

Щоб мінімізувати функцію витрат 𝐽 𝐴 (1), використовуються різні методи оптимізації, наприклад, метод
найменших квадратів (МНК), градієнтний спуск [6].

Рішення, отримане за допомогою МНК, є аналітичним і є найкращою оцінкою параметрів 𝐴, тобто це і будуть
ті параметри, які забезпечують найвищу точність моделі. Але пошук оберненої матриці – складна операція.
Найкращий з відомих алгоритмів для її розрахунку має асимптотичну складність у O(n2.373). Іншими словами, зі
збільшенням кількості навчальних прикладів (training examples) у навчальній вибірці (training set) кількість часу,
який потрібен для знаходження оберненої матриці, експоненціально зростає. Це призводить до того, що для
задач з більшою навчальною вибіркою(training set) ітеративні методи навчання, як-от градієнтний спуск (gradient
descent), працюють швидше. Під час навчання моделей на великих даних (big data) ітеративні методи навчання
– оптимальний вибір.

2. Моделі лінійної регресії
Створимо моделі лінійної регресії, використовуючи функції бібліотеки sklearn [7]. Розглянемо набір даних

про рівень щастя у країнах за 2019 рік, взятий з репозитарію [8].
Імпортуємо основні потрібні бібліотеки:
import numpy as np
import pandas as pd
from matplotlib import pyplot as plt
import seaborn as sns
Зберігаємо дані набору даних з файлу 2019.csv за допомогою pandas у змінну df у вигляді дата фрейму:
from google.colab import files
uploaded = files.upload()
df=pd.read_csv('2019.csv')
df
Створимо модель що прогнозує показник рівня щастя людей ('Score') на основі ВВП на душу населення країни

('GPD per capita'). Тобто незалежною змінною є 'GDP per capita', залежною – 'Score'.
Для того, щоб переконатися, що між цими змінними є лінійна залежність, побудуємо діаграму розсіювання

ознак 'Score' та 'GPD per capita', використовуючи метод regplot() з бібліотеки seaborn:
sns.regplot(x='GDP per capita', y='Score', data=df)
plt.title('Рівень щастя Score залежно від ВВП на душу населення')
plt.show()
Одержуємо діаграму розсіювання, зображену на рис. 2, яка свідчить, що залежність між змінними 'GDP per

capita' та 'Score' має добре описуватись лінійною моделлю регресії.

Рис. 2 – Діаграма розсіювання ознак 'Score' та 'GPD per capita'
Fig. 2 – Scatter plot of 'Score' and 'GDP per capita' features

Підготуємо дані. Визначимо вхідні дані 𝑋 та цільову змінну y за даними відповідних стовпців дата-фрейму.
За допомогою методу .value перетворюємо стовпчик дата-фрейму у NumPy-масив. Використовуючи
метод .reshape(–1,1) перетворюємо цей масив у двовимірний, що є обов'язковою формою для алгоритмів sklearn.

X = df['GDP per capita'].values.reshape(-1,1)
y = df['Score'].values.reshape(-1,1)
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Імпортуємо модуль LinearRegression з бібліотеки sklearn.linear_model. Використовуючи метод train_test_split,
розділяємо X та y на train і test підвиборки в умовно стандартному співвідношенні 80/20 (записуємо test_size=0.2,
тобто 20% даних виділяються для тестового набору, 80% — для тренувального).

Запишемо результати поділу у змінні:
X_train – тренувальна вибірка вхідних даних,
y_train – тренувальна вибірка цільової змінної,
X_test – тестова вибірка вхідних даних,
y_test – тестова вибірка цільової змінної.
from sklearn.linear_model import LinearRegression
from sklearn.model_selection import train_test_split
# Розділяємо дані на навчальний та тестовий набори (80% / 20%)
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, shuffle=True, random_state=42)

model = LinearRegression() # Створення моделі
model.fit(X_train, y_train) # Навчання моделі
y_pred = model.predict(X_test) # Прогнозування
Виведемо коефіцієнти моделі лінійної регресії:
print(f"Intercept: {model.intercept_}")
print(f"Coefficient: {model.coef_[0]}")
Intercept: [3.42116754]
Coefficient: [2.20299269]
За допомогою функції vars(model) можемо вивести відомості про атрибути об'єкта у вигляді словника, де

ключами є імена атрибутів, а значеннями — їх значення. У контексті моделі лінійної регресії з scikit-learn,
vars(model) повертає всі внутрішні атрибути моделі після її створення або навчання.

Для візуалізації створеної моделі скористаємося бібліотекою matplotlib:
plt.scatter(X, y, color="blue", label="Дані")
plt.plot(X, model.predict(X), color="red", label="Модель")
plt.xlabel("ВВП на душу населення")
plt.ylabel("Рівень щастя")
plt.legend()
plt.show()
На побудованому графіку можна побачити, як лінія створеної моделі узгоджується з даними (див. Рис. 3).

Рис.3 – Модель лінійної регресії
Fig. 3 – Linear regression model

Для прогнозування показника рівня щастя на основі ВВП використаємо навчену модель лінійної регресії
таким чином:

GPDpc = 1.3 #Значення ВВП, для якого передбачаємо рівень щастя
input_value = np.array([[GPDpc]]) # Перетворення вхідного значення у двовимірний масив
predicted_Score = model.predict(input_value)#Передбачення рівня щастя
print(f"Передбачений рівень щастя для ВВП= {GPDpc} гр.од становить {predicted_Score[0][0]:.2f}")
У результаті виконання коду маємо:
Передбачений рівень щастя для ВВП= 1.3 гр.од становить 6.29
Для того, щоб перевірити на скільки добре створена модель виконує прогнозування, потрібно обчислити

метрики оцінювання якості моделі регресії.
3. Метрики оцінювання якості моделі регресії
Важливим етапом у побудові моделей машинного навчання є оцінка якості моделі регресії, оскільки вона

допомагає визначити, наскільки добре модель передбачає цільову змінну на основі вхідних даних. Вибір метрики
оцінювання залежить від конкретної ситуації або бізнес-задачі. Наприклад, на основі рішення, що є важливішим –
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недооцінити вартість чи переоцінити. Основними загальними метриками для оцінки якості регресійних моделей
є [5]:

1. Середньоквадратична похибка (Mean Squared Error, MSE). Обчислюють як середнє квадратичне відхилення
між прогнозованими та фактичними цільовими значеннями у наборі даних:

𝑀𝑆𝐸 = 1
𝑁

𝑁

𝑖=1
(𝑦𝑖 − 𝑦𝑖)2

де 𝑦𝑖 – фактичне значення, 𝑦𝑖 – передбачене значення, 𝑁 – кількість прикладів. MSE є чутливим до великих
відхилень, оскільки квадратична складова посилює вплив великих похибок. Тобто, що більша різниця між
прогнозованими та очікуваними значеннями, то більша підсумкова похибка.

2. Кореневе середньоквадратичне відхилення RMSE (Root Mean Squared Error):

𝑅𝑀𝑆𝐸 = 1
𝑁

𝑁

𝑖=1
(𝑦𝑖 − 𝑦𝑖)2

RMSE показує середню величину похибки в тих самих одиницях, що й цільова змінна y. Наприклад, якщо
RMSE для задачі прогнозування ціни квартири дорівнює 500, це означає, що середня похибка моделі становить
приблизно 500 грошових одиниць. Чим менше значення RMSE, тим точніше модель передбачає цільову змінну.
Але RMSE чутлива до викидів (outliers), оскільки великі похибки квадратично збільшують значення метрики.

3. Середня абсолютна похибка (Mean Absolute Error, MAE). Обчислюють як середню абсолютну різницю
між фактичними та передбачуваними значеннями:

𝑀𝑆𝐴 = 1
𝑁

𝑁

𝑖=1
𝑦𝑖 − 𝑦𝑖

На відміну від MSE, MAE не посилює вплив великих похибок, тому є більш стійкою до викидів.
4. Коефіцієнт детермінації 𝑅2. Вимірює частку варіації цільової змінної, яка пояснюється моделлю:

𝑅2 = 1 −
∑𝑁

𝑖=1 (𝑦 𝑖 − 𝑦 𝑖)2

∑𝑁
𝑖=1 (𝑦 𝑖 − 𝑦 𝑖)2

де 𝑦𝑖 – середнє значення цільової змінної.
𝑅2 набуває значень у межах [0;1], причому чим значення ближче до одиниці, тим краще модель пояснює дані.
Для обчислення метрик оцінювання якості регресії в бібліотеці sklearn наявні відповідні функції:
from sklearn.metrics import mean_squared_error
from sklearn.metrics import mean_absolute_error
from sklearn.metrics import r2_score
Розглянемо попередній приклад, у якому модель передбачає рівень щастя на основі ВВП.
У цьому прикладі змінна X_train містить масив тренувальних даних (вхідних, незалежних змінних), який

було використано для навчання моделі, а змінна Х_test – це масив тестових вхідних даних, який модель не бачила
під час навчання.

Збережемо передбачені значення для тренувальних даних в змінну y_train_pred, а передбачені значення для
тестових даних – у змінну y_test_pred.

y_train_pred = model.predict(X_train)
y_test_pred = model.predict(X_test)
Процес оцінювання моделі виконаємо спочатку на тренувальних, а потім на тестових даних:
1. Оцінка на тренувальних даних. Передбачені значення y_train_pred допомагають оцінити, наскільки добре

модель змогла «підлаштуватися» під дані, на яких вона була навчена. Це допомагає зрозуміти, чи виникає
недонавчання (underfitting), коли модель не змогла вивчити достатньо інформації з тренувальних даних.

# Mean Squared Error (MSE)
mse = mean_squared_error(y_train, y_train_pred)
print(f"Mean Squared Error (MSE): {mse:.2f}")
# Обчислення RMSE
rmse = np.sqrt(mse)
print(f"Root Mean Squared Error (RMSE): {rmse:.2f}")
# Mean Absolute Error (MAE)
mae = mean_absolute_error(y_train, y_train_pred)
print(f"Mean Absolute Error (MAE): {mae:.2f}")
# R-squared (R^2)
r2 = r2_score(y_train, y_train_pred)
print(f"R-squared (R^2): {r2:.2f}")
Одержуємо метрики для тренувальних даних:
Mean Squared Error (MSE): 0.44
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Root Mean Squared Error (RMSE): 0.66
Mean Absolute Error (MAE): 0.55
R-squared (R^2): 0.65
2. Оцінка на тестових даних. Передбачені значення y_test_pred використовуються для оцінки здатності

моделі до генералізації, тобто її здатності робити точні прогнози на нових, невідомих даних. Це допомагає
виявити перенавчання (overfitting), коли модель надто точно запам'ятала тренувальні дані і погано працює на
тестових.

Аналогічно одержуємо метрики для тестових даних:
Mean Squared Error (MSE): 0.51
Root Mean Squared Error (RMSE): 0.71
Mean Absolute Error (MAE): 0.55
R-squared (R^2): 0.51
Оцінка якості регресії за допомогою MSE, RMSE, MAE та 𝑅2 допомагає зрозуміти, наскільки добре модель

передбачає дані. Кожна з цих метрик має свої переваги й обмеження, тому часто використовується їх комбінація
для більш повного аналізу моделі.

Одержані MSE, RMSE і MAE для тестових даних трохи вищі, ніж для тренувальних. Це є нормальним,
оскільки модель завжди працює краще на даних, на яких вона була навчена.

Значне зниження R² може свідчити про деяке перенавчання (overfitting), коли модель запам’ятала особливості
тренувальних даних і не може добре узагальнити нові дані. Але ознак сильного перенавчання немає, оскільки
зниження значення R² від 0.65 до 0.51 між метриками тренувальних і тестових даних не критично високе. Проте
R² рівне 0.51 на тестових даних вказує, що модель пояснює лише 51% варіації в цих даних, залишаючи простір
для оптимізації і необхідності застосування способів вдосконалення моделі.

4. Масштабування ознак
Важливим етапом підготовки даних у машинному навчанні, що забезпечує коректну роботу моделей і

покращує їх продуктивність є масштабування ознак (feature scaling). Це процес приведення значень ознак
(features) до спільного масштабу, щоб жодна з них не домінувала через свої більші числові значення. Це важливо,
оскільки багато алгоритмів машинного навчання (наприклад, лінійна і нелінійна регресія, SVM, kNN) чутливі до
розмірів змінних і можуть працювати некоректно, якщо ознаки мають різні діапазони. Наприклад, значення
«дохід» у тисячах може значно переважати значення «вік», що впливає на ваги моделі. Масштабування дозволяє
алгоритмам ефективніше знаходити оптимальні рішення, зменшує вплив великомасштабних ознак та прискорює
збіжність градієнтного спуску. Найпоширеніші методи: нормалізація – приведення до діапазону [0;1] або [–1;1]
та стандартизація – перетворення даних так, щоб вони мали нульове середнє значення і дисперсію рівну одиниці
(див. Рис. 4) [9]. Це є ключовим етапом попередньої обробки даних у багатьох моделях машинного навчання.

Рис. 4 – Нормалізація і стандартизація даних
Fig. 4 – Data normalization and standardization

Існує досить велика кількість методів масштабування ознак, розглянемо найбільш поширені [4]: Min-Max
Scaler, Standard Scaler, Robust Scaler.

Метод Min-Max Scaler приводить значення змінних до заданого діапазону, зазвичай [0; 1] (або [–1;1], якщо є
від’ємні значення). Формула перетворення:

𝑥𝑛𝑒𝑤 = 𝑥 − min (𝑥)
max 𝑥 − min (𝑥)

Цей метод працює краще у випадках, коли розподіл змінної не є нормальним або стандартне відхилення дуже
мале. Однак він чутливий до викидів.

Метод Standard Scaler зводить змінні до стандартного розподілу з нульовим середнім і стандартним
відхиленням, рівним 1. Цей метод корисний, коли дані мають нормальний або близький до нормального розподіл.
Формула перетворення:

𝑥𝑛𝑒𝑤 = 𝑥 − 𝑥
σ

де 𝑥 – середнє значення змінної, σ – стандартне відхилення.
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На відміну від Min-Max Scaler, цей метод є більш стійким до змін діапазону значень, оскільки він залежить
від середнього та стандартного відхилення, а не від мінімуму й максимуму. Однак, якщо дані містять значну
кількість викидів, Standard Scaler може бути чутливим до їх впливу.

Метод Robust Scaler є більш стійким до викидів у порівнянні з іншими підходами. Формула центрування та
масштабування цього методу базується на квартилях і, отже, на них не впливають кілька великих граничних
викидів:

𝑥𝑛𝑒𝑤 =
𝑥 − 𝑄1(𝑥)

𝑄3 𝑥 − 𝑄1(𝑥)
Реалізація методів масштабування виконується за допомогою відповідних функцій модуля preprocessing

бібліотеки sklearn:
from sklearn.preprocessing import MinMaxScaler
from sklearn.preprocessing import StandardScaler
from sklearn.preprocessing import RobustScaler
Висновки
У статті проаналізовано реальний набір даних, що дозволило продемонструвати можливості машинного

навчання для побудови прогнозів. Розглянуто застосування регресії для аналізу наборів даних, що ілюструє
універсальність методів машинного навчання.

Результати аналізу підтверджують, що методи машинного навчання дозволяють працювати з великими
обсягами даних, створювати прогностичні моделі та автоматизувати процеси аналізу. Ці можливості роблять їх
важливим інструментом у багатьох галузях, включаючи бізнес, медицину, фінанси, освіту та державне
управління. Варто зазначити, що ефективність застосування методів машинного навчання залежить не лише від
технічних навичок фахівців, а й від якості вхідних даних. Значна увага повинна приділятися попередньому
аналізу, очищенню та обробці інформації, оскільки навіть найточніші моделі можуть давати некоректні
результати за умов поганої якості даних.
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